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Аннотация: В статье рассматривается применение нейросетевого автокодировщика в 

задаче колоризации монохромных изображений. Приводится описание архитектуры сети, 

применяемый метод обучения и способ формирования обучающих и проверочных 

данных. При обучении использовался набор данных, состоящий из 540 изображений 

природного ландшафта с разрешением 256 на 256 пикселей. В результате была проведена 

оценка качества выводов полученной модели и были вычислены усредненные 

коэффициенты метрик, а также среднеквадратичная ошибка выводов модели VGG. 
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Введение 

Колоризация – процесс преобразования монохромного изображения в 

цветное. Традиционная колоризация изображений часто требует больших 

человеческих усилий. В целях автоматизации данного процесса в работе 

применяется нейронная сеть с архитектурой автокодировщика [1]. 

Кодирующая часть (энкодер) формирует сжатое пространство наиболее 

важных признаков монохромного изображения. Декодирующая часть 

(декодер) реконструирует цветное аппроксимированное изображение на 

основе данных этого пространства. 

В данной работе в процессе обучения на вход сети подавались 

монохромные изображения и на выходе сравнивались с оригинальными 

цветными изображениями в цветовом пространстве CIELAB на основе 

метрики SSIM и среднеквадратической ошибки (MSE) выводов модели VGG 

[2]. При этом данные декодера и энкодера связаны слоями суммирования. 

Использование таких типов связей нашло применение в архитектурах 

моделей автокодировщика для удаления артефактов сжатия JPEG [3], 

обнаружении аномалий [4], а также при создании карт глубин сцен цветных 

изображений [5]. 
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Цветовое пространство 

Многие цветовые пространства используют три канала для 

формирования изображения. Данные, хранящиеся в этих каналах, 

объединяются для точного воспроизведения цвета [6]. Одним из наиболее 

часто используемых цветовых пространств является RGB. В данном 

цветовом пространстве три канала представляют «красный», «зеленый» и 

«синий» цвета, соответственно [7]. Поскольку для формирования чёрно-

белого изображения в RGB необходимо задействовать все три канала, в 

данной работе используется цветовое пространство CIELAB. Изображение в 

CIELAB состоит из светлоты L и двух компонент a и b (рис.1), 

формирующих цветовую составляющую изображения [8]. В таком случае для 

обучения достаточно использовать два канала a и b, вместо трёх, что даёт 

возможность увеличить ёмкость сети, не меняя её общее количество 

параметров. 

 
Рис. 1. – Цветовое пространство CIELAB 

Перед началом обучения все изображения RGB были переведены в 

цветовое пространство CIEXYZ [9] и затем в CIELAB при помощи 

следующих преобразований: 
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Значения каналов CIELAB затем были нормализованы в диапазоне 

[0,1]: 

  
 

   
  

  
     

   
  

  
     

   
  

Пример представления каналов цветового пространства RGB и 

CIELAB показан на рис.2. 

 
Рис. 2. – Каналы цветного изображения в представлении RGB и CIELAB 

Архитектура модели 

Модель автокодировщика состоит из слоёв энкодера (таблица № 1) и 

декодера (таблица № 2). На вход энкодера подавались значения компоненты 

светлоты L. В слоях свёртки (Conv2D) с размером ядра 3×3 использовалась 

функция активации ReLU. Для уменьшения размерности выходов некоторых 

слоёв энкодера использовался сдвиг ядра, равный 2. Для увеличения 

размерности выходов некоторых слоёв декодера использовался слой 
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UpSampling. На выходе сети значения компонент a и b приводились к 

диапазону [0, 1] функцией сигмоиды. 

Таблица № 1 

Архитектура энкодера 

№ сл. Название слоя Параметры 

1 Input [256, 256, 1]  

2 RP2D и Conv2D [256, 256, 48] [Ядро: 3×3] Активация: ReLU,  

3 RP2D и Conv2D [128, 128, 48] [Ядро: 3×3] Активация: ReLU,  

Сдвиг: 2 

4 RP2D и Conv2D [128, 128, 96] [Ядро: 3×3] Активация: ReLU,  

5 RP2D и Conv2D [64, 64, 96] [Ядро: 3×3] Активация: ReLU,  

Сдвиг: 2 

6 RP2D и Conv2D [64, 64, 192] [Ядро: 3×3] Активация: ReLU 

7 RP2D и Conv2D [32, 32, 384] [Ядро: 3×3] Активация: ReLU,  

Сдвиг: 2 

8 BatchNormalization 

(Пакетная нормализация) 

Момент: 0.95 

 

Таблица № 2 

Архитектура декодера 

№ сл. Название слоя Параметры 

9 UpSampling2D (Повышение размерности) Размер: 2×2 

10 RP2D и Conv2D [64, 64, 192] [Ядро: 3×3] Активация: ReLU, 

11 Add (№10 + №6)  

12 UpSampling2D (Повышение размерности) Размер: 2×2 

13 RP2D и Conv2D [128, 128, 96] [Ядро: 3×3] Активация: ReLU, 

14 Add (№13 + №4)  

15 RP2D и Conv2D [128, 128, 96] [Ядро: 3×3] Активация: ReLU, 

16 UpSampling2D (Повышение размерности) Размер: 2×2 

17 RP2D и Conv2D [256, 256, 48] [Ядро: 3×3] Активация: ReLU, 

18 RP2D и Conv2D [256, 256, 48] [Ядро: 3×3] Активация: ReLU, 

19 Add (№18 + №2)  

20 Output: Conv2D (Свёртка) [256, 256, 2] 

[Ядро: 3×3] 

Активация: sigmoid, 

Общее число параметров: 1 953 362 
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Слои RP2D (ReflectionPad2D) с заданным числом отступов 

используются для дополнения выходов предыдущего слоя, повторяя 

элементы данных (рис.3).  

 
Рис. 3. – Пример выполнения ReflectionPad2D с числом отступов равным 1 

Данный слой позволяет избежать возникновения артефактов на 

границах выводов операций свёртки (рис.4) [10]. 

 
Рис. 4. – Пример применения операции свёртки с одинаковым ядром без 

ReflectionPad2D (а) и с ReflectionPad2D (б) 

В качестве последнего слоя энкодера используется слой 

BatchNormalization (Пакетная нормализация), который применяется для 

регуляризации коэффициентов сети. Значения обрабатываются таким 

образом, чтобы иметь нулевое математическое ожидание и единичную 

дисперсию [11]. 

Слой Add (Сумма) используется для создания соединения между 

слоями энкодера и декодера. При работе с глубокими нейронными сетями 

градиенты, распространяющиеся по сети, становятся меньше, что приводит к 

незначительным изменениям весов. Основным преимуществом 
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использования данных слоёв заключается в том, что они позволяют снизить 

влияние проблемы затухающего градиента на сеть [12].  

Наборы изображений и параметры сети 

Перед началом обучения были сформированы два набора изображений: 

обучающий и проверочный. Все изображения были представлены в формате 

PNG и закодированы в соответствии с цветовой моделью CIELAB. 

Обучающий набор состоит из 540 изображений, проверочный из 10. В 

процессе обучения на выход сети подавались вырезанные по случайной 

координате компоненты цветных изображений a и b размером 256×256 

пикселей. На вход сети подавались эти же данные, но с одной компонентой 

L, ответственной за светлоту изображения. С 50% вероятностью изображения 

подвергались операции зеркального отображения по горизонтали (рис.5).  

 
Рис. 5. – Пример дополнения входных данных 

Были использованы следующие основные параметры обучения: 

количество эпох E = 4000, размер выборки в итерации B = 32. 

Значения функций потерь 

Значения функции потерь       вычислялись на основе суммы 

среднеквадратической ошибки фильтров 21 слоя модели VGG и значений 

функции метрики SSIM: 
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где    – объединенные каналы Lab оригинального изображения,    – 

объединенные каналы Lab вывода модели,   – функция объединения 

каналов,   – модель автокодировщика,   – цветовая компонента L,   – 

цветовые компоненты a и b,     – среднеквадратическая ошибка,     – 

модель VGG,      – функция метрики SSIM. 

Были получены следующие значения потерь наилучшей контрольной 

точки по обучающему и проверочному набору: min(loss) = 0,116; 

min(val_loss) = 0,266 (рис.6.). 

 
Рис. 6. – Графики значений функций потерь по обучающему (loss) и 

проверочному набору (val_loss) 

Результаты анализа 

Для оценки качества вывода модели использованы следующие 

метрики: PSNR, SSIM [13], средняя квадратическая ошибка выводов 21 слоя 

модели VGG. На рис.7 показаны примеры колоризации двух изображений. 
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Рис. 7. – Проверочные изображения (а) и вывод модели (б)  

В таблице № 3 приведены результаты сравнения качества 

оригинальных цветных изображений с монохромными изображениями IG и 

выводами модели IA по каждому изображению из проверочного набора при 

помощи метрик PSNR, SSIM и VGG (MSE). 

Таблица № 3 

Результаты анализа 

№ PSNR SSIM VGG (MSE) 

 IG IA IG IA IG IA 

1 16.686 24.140 0.793 0.876 0.0211 0.0059 

2 22.667 25.057 0.898 0.930 0.0162 0.0051 

3 17.523 23.763 0.819 0.888 0.0149 0.0047 

4 15.830 20.099 0.774 0.846 0.0092 0.0026 

5 16.648 22.590 0.793 0.855 0.0215 0.0119 

6 18.535 24.295 0.855 0.904 0.0140 0.0063 

7 21.929 22.935 0.844 0.890 0.0263 0.0070 

8 20.581 21.591 0.832 0.876 0.0274 0.0104 

9 20.702 21.896 0.878 0.885 0.0256 0.0149 

10 18.921 20.988 0.845 0.867 0.0298 0.0121 

Mean 19.002 22.735 0.833 0.882 0.0206 0.0081 
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Заключение 

По результатам анализа коэффициентов SSIM и VGG (MSE), 

реализованная модель автокодировщика позволяет преобразовывать 

монохромные изображения в цветовое пространство CIELAB, при этом 

улучшая значения этих метрик. По визуальным оценкам выводы модели 

имеют менее насыщенные цвета в сравнении с оригинальными 

изображениями и способны придавать различные цветовые оттенки 

различным объектам. 

Дальнейшим направлением исследования является создание 

улучшенной архитектуры сети и функции потерь для более точного 

цветового разделения различных объектов изображений и улучшения их 

насыщенности. 
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